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	[bookmark: _heading=h.gjdgxs]Abstract: Climate change has increased the frequency of drought events, posing significant risks to agriculture and food security in Majene Regency, West Sulawesi. This study aims to compare the performance of Random Forest and XGBoost models in predicting drought based on weather variables. The dataset consists of monthly climate data from BMKG covering the period 2000–2024 with 300 observations. The results indicate that Random Forest outperforms XGBoost in most classification metrics, achieving an accuracy of 0.876, sensitivity of 0.987, and F1-score of 0.931, demonstrating its superior ability to detect drought events (positive class). Meanwhile, XGBoost shows better discriminative capability with a higher AUC value of 0.817 compared to Random Forest (0.795). However, both models exhibit relatively low specificity (0.286), indicating limitations in correctly identifying non-drought conditions. In the context of drought prediction, maximizing the detection of drought events is crucial to minimize false negatives, which can have significant impacts on disaster mitigation and agricultural planning. Therefore, Random Forest is considered more suitable as the primary model for drought prediction in Majene Regency. These findings provide important insights for developing early warning systems and data-driven disaster mitigation strategies in climate-vulnerable regions.



1. PENDAHULUAN
Indonesia sebagai negara kepulauan dengan kekayaan biodiversitas yang luar biasa, kini menghadapi tantangan besar akibat perubahan iklim. Kenaikan suhu tahunan yang terus meningkat memperburuk pemanasan global, memperparah kondisi yang sudah ada (Ainurrohmah & Sudarti, 2022). Badan Meteorologi, Klimatologi, dan Geofisika (BMKG) melaporkan bahwa selama 4 dekade terakhir suhu di Indonesia terus meningkat dengan anomali suhu udara rata-rata 1,2˚C dari sebagian besar stasiun pengamatan. Namun yang menjadi ironi adalah Indonesia menempati posisi ke-7 sebagai negara penghasil emisi gas rumah kaca terbesar di dunia (Hafdz, et al., 2023). Dampak krisis ini semakin terasa melalui peningkatan frekuensi dan intensitas terjadinya bencana alam (Neya, et al., 2024). Sementara itu dalam sektor lainnya juga mengancam ketahanan pangan, merusak lingkungan, dan meningkatkan risiko kesehatan masyarakat.
Kabupaten Majene, Provinsi Sulawesi Barat merupakan daerah yang rentan bencana pada saat cuaca ekstrem. Sebagian daerah Kabupaten Majene akan mengalami bencana banjir ketika curah hujan tinggi akibat dari luapan air sungai. Di sisi lain, sebagian daerah lainnya akan mengalami kekeringan pada saat curah hujan rendah. Banjir dan kekeringan ini sangat merusak lahan pertanian masyarakat sehingga mengancam ekonomi dan ketahanan pangan daerah (Ehteram & Shabanian, 2023).
Pemerintah daerah memerlukan data cuaca untuk perencanaan pembangunan yang mempertimbangkan kondisi iklim. Selain itu, informasi ini penting untuk penanggulangan bencana dan penyusunan kebijakan yang responsif terhadap perubahan cuaca dan iklim. Dengan demikian, peramalan cuaca di Kabupaten Majene tidak hanya penting untuk sektor pertanian, tetapi juga vital bagi keselamatan, kesehatan, dan pembangunan daerah secara keseluruhan.
Dinamika perubahan iklim yang kompleks dan tidak konsisten menghadirkan kendala dalam upaya memahami tren dan memprediksi kejadian di masa mendatang. Ketidakpastian yang diakibatkan oleh ﬂuktuasi cuaca yang ekstrim dan tidak teratur turut mempersulit proses prediksi sebagai upaya mitigasi bencana (Prasetya, 2019). Data historis iklim menunjukkan bahwa beberapa data dapat didekati dengan pola tertentu, namun sebagian lainnya memiliki pola data yang tidak diketahui (Ramli, et al., 2023). Dengan demikian, dalam mengatasi hal tersebut diperlukan model prediksi yang adaptif dalam memahami pola perubahan iklim yang tidak konsisten dan memprediksi kejadian di masa depan lebih akurat. Pemodelan deret waktu memberikan prediksi yang baik terhadap faktor cuaca seperti curah hujan dan cuaca (Hutomo, 2020).
Seiring dengan kemajuan teknologi, pemodelan deret waktu dikembangkan dengan mengkombinasikan dengan penggunaan machine learning. Beberapa penelitian telah membuktikan bahwa penggunaan machine learning meningkatkan akurasi prediksi cuaca. Metode machine learning yang sering digunakan adalah random forest, ANN, LSTM, dan XGBoost (Dwiyanti & Priyanto, 2023). Oleh karena itu, berdasarkan latar belakang tersebut, rumusan masalah penelitian ini yaitu bagaimana kinerja pemodelan prediktif data faktor cuaca di Kabupaten Majene menggunakan pendekatan machine learning Random Forest dan XGBoost. 

2. TINJAUAN PUSTAKA
Machine learning adalah bagian dari kecerdasan buatan yang menitikberatkan pada pemanfaatan data melalui pengembangan sistem yang dapat belajar secara otomatis tanpa pemrograman ulang secara terus-menerus oleh manusia (Cholissodin et al., 2020). Secara konseptual, machine learning merupakan bidang yang mempelajari penerapan algoritma dan model statistik agar komputer mampu menyelesaikan tugas tertentu tanpa instruksi yang dirinci secara langsung (Dinata & Hasdyna, 2020).
Seiring perkembangan teknologi dan ketersediaan data dalam jumlah besar (big data), machine learning semakin banyak diterapkan dalam berbagai bidang, seperti kesehatan, keuangan, pertanian, hingga mitigasi bencana. Metode-metode dalam machine learning umumnya diklasifikasikan menjadi supervised learning, unsupervised learning, dan reinforcement learning, yang masing-masing memiliki karakteristik dan tujuan berbeda. Keunggulan utama pendekatan ini terletak pada kemampuannya dalam mengidentifikasi pola kompleks serta melakukan prediksi dengan tingkat akurasi yang tinggi, sehingga sangat relevan untuk mendukung pengambilan keputusan berbasis data (Bishop, 2006).
Random Forest adalah salah satu metode ensemble learning berbasis pohon keputusan yang paling populer. Algoritma ini bekerja dengan membangun banyak pohon keputusan yang independen selama fase pelatihan. Setiap pohon dilatih pada subset data yang dipilih secara acak. Prediksi akhir diperoleh dengan menggabungkan hasil dari semua pohon (misalnya, melalui voting untuk masalah klasifikasi atau rata-rata untuk masalah regresi). Pendekatan ini, yang dikenal sebagai bagging (Bootstrap Aggregating), efektif dalam mengurangi varians dan mencegah overfitting, menghasilkan model yang kokoh dan akurat.
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Gambar 1. Ilustrasi Random Forest

Pada kasus regresi, nilai prediksi akhir dari algoritma Random Forest diperoleh dengan cara merata-ratakan hasil prediksi yang dihasilkan oleh seluruh pohon keputusan yang terbentuk dalam model.

di mana merupakan nilai prediksi akhir, menunjukkan jumlah total pohon dalam Random Forest, dan adalah hasil prediksi dari pohon ke- (Lestari & Astuti, 2022).
Kemampuan model Random Forest dalam memprediksi data baru yang tidak termasuk dalam data pelatihan dievaluasi menggunakan mean-squared generalization error. Ukuran ini dinyatakan sebagai berikut:

dengan sebagai fungsi prediksi yang diperoleh dari proses pelatihan, sebagai variabel target, dan merupakan nilai harapan dari distribusi data. Nilai ini mencerminkan seberapa baik model mampu menggeneralisasi pola dari data latih ke data yang belum pernah diamati sebelumnya (Breiman, 2001).
Selain itu, dalam proses pembentukan pohon, Random Forest menerapkan pemilihan variabel secara acak guna meningkatkan keragaman antar pohon. Proses ini dilakukan dengan memilih sejumlah variabel dari total variabel independen , dengan ketentuan . Untuk kasus regresi (Hastie et.al., 2008), jumlah variabel yang dipilih pada setiap proses pemisahan (mtry) dihitung menggunakan persamaan berikut:

XGBoost atau Extreme Gradient Boosting merupakan salah satu algoritma machine learning yang mengadopsi pendekatan gradient boosting untuk menghasilkan model berbasis pohon yang efisien dan memiliki performa tinggi, terutama pada skala data besar. Dalam konteks regresi, XGBoost digunakan untuk memprediksi nilai kontinu, di mana setiap pohon keputusan berperan dalam memodelkan target sekaligus menghitung residual dari model sebelumnya (Nugraha & Irawan, 2023). 
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Gambar 2. Ilustrasi XGBoost

Berdasarkan ilustrasi XGBoost, fungsi merepresentasikan model pohon pada iterasi ke-, dengan nilai prediksi yang dinyatakan sebagai penjumlahan kontribusi dari seluruh pohon hingga iterasi tersebut:
Fungsi objektif dalam XGBoost terdiri atas dua komponen utama, yaitu fungsi kerugian (loss function) dan komponen regularisasi. Secara umum, fungsi objektif dapat didekati sebagai berikut:
dengan sebagai turunan pertama (gradient) dan sebagai turunan kedua (Hessian) dari fungsi kerugian terhadap prediksi sebelumnya. Kompleksitas model dikontrol melalui fungsi regularisasi yang melibatkan jumlah daun pohon () dan bobot setiap daun (), yang dirumuskan sebagai:
Dengan memasukkan komponen regularisasi, fungsi objektif dapat dituliskan dalam bentuk yang lebih sederhana sebagai:
Selanjutnya, dengan mengelompokkan data berdasarkan node daun, fungsi objektif dapat direformulasikan menjadi:
dengan sebagai jumlah gradien dan sebagai jumlah Hessian pada node ke-. Bobot optimal untuk setiap daun diperoleh dengan meminimalkan fungsi objektif, sehingga diperoleh:
Jika nilai ini disubstitusikan kembali, maka nilai optimal fungsi objektif menjadi:
Dalam proses pembentukan pohon, XGBoost menggunakan nilai gain untuk menentukan pemisahan terbaik pada setiap node. Nilai gain dihitung sebagai:

Nugraha & Irawan (2023) mengungkapkan bahwa nilai ini mencerminkan peningkatan kualitas model akibat proses pemisahan node. Pemisahan dengan nilai gain tertinggi akan dipilih sebagai split terbaik, dan proses ini dilakukan secara berulang hingga struktur pohon optimal terbentuk. Secara keseluruhan, XGBoost membangun prediksi melalui pendekatan boosting secara bertahap. Model akhir dinyatakan sebagai:
di mana adalah prediksi awal, adalah pohon ke-, jumlah total pohon, dan merupakan learning rate yang mengatur kontribusi masing-masing pohon dalam pembaruan model (Zhang, et al., 2022).
Evaluasi model merupakan tahapan penting dalam machine learning untuk menilai kinerja model dalam melakukan prediksi terhadap data baru. Proses ini umumnya menggunakan confusion matrix yang terdiri dari empat komponen utama, yaitu true positive (TP), true negative (TN), false positive (FP), dan false negative (FN) (Powers, 2020).
Berdasarkan komponen tersebut, berbagai metrik evaluasi dapat dihitung untuk memberikan gambaran performa model secara komprehensif. Salah satu metrik yang paling umum digunakan adalah akurasi (accuracy), yang mengukur proporsi prediksi yang benar terhadap seluruh jumlah data. Secara matematis, akurasi dirumuskan sebagai berikut:
Meskipun sederhana dan mudah dipahami, akurasi kurang efektif pada dataset yang tidak seimbang (imbalanced data) karena dapat memberikan nilai tinggi meskipun model tidak mampu mengenali kelas minoritas dengan baik (He & Garcia, 2009).
Selanjutnya, sensitivitas (sensitivity) atau recall mengukur kemampuan model dalam mengidentifikasi seluruh data positif yang sebenarnya. Sensitivitas sangat penting dalam kasus di mana kegagalan mendeteksi kelas positif memiliki konsekuensi besar. Rumus sensitivitas adalah:
Sebaliknya, spesifisitas (specificity) mengukur kemampuan model dalam mengidentifikasi data negatif secara benar. Metrik ini penting untuk memastikan bahwa model tidak menghasilkan terlalu banyak kesalahan positif (false positive). Secara matematis:
Untuk memperoleh keseimbangan antara sensitivitas dan presisi, digunakan F1-score, yang merupakan rata-rata harmonik dari precision dan recall. F1-score sangat berguna pada kasus klasifikasi dengan distribusi kelas yang tidak seimbang (Sokolova & Lapalme, 2009):
di mana:
F1-score sangat berguna terutama pada kasus klasifikasi dengan distribusi kelas yang tidak seimbang karena memberikan ukuran yang lebih seimbang antara kesalahan tipe I dan tipe II (Sokolova & Lapalme, 2009).
Selain itu, Area Under the Curve (AUC) yang berasal dari kurva ROC (Receiver Operating Characteristic) digunakan untuk mengukur kemampuan model dalam membedakan antara kelas positif dan negatif pada berbagai nilai ambang (threshold). Kurva ROC sendiri dibangun dari hubungan antara True Positive Rate (TPR) dan False Positive Rate (FPR), yang masing-masing dirumuskan sebagai:
Nilai AUC berada pada rentang 0 hingga 1, di mana nilai yang mendekati 1 menunjukkan kemampuan diskriminasi model yang sangat baik (Hanley & McNeil, 1982). Secara keseluruhan, penggunaan metrik evaluasi seperti accuracy, precision, specificity, recall, F1-score, dan AUC secara bersama-sama sangat penting untuk memperoleh gambaran kinerja model yang lebih menyeluruh, khususnya pada kasus dengan distribusi data yang tidak seimbang atau ketika kesalahan klasifikasi memiliki konsekuensi yang berbeda.

3. METODE PENELITIAN 
Data yang digunakan pada penelitian ini merupakan data sekunder yang diambil dari BMKG Sulawesi Barat. Fitur dan Targat Variabel yang digunakan pada penelitian ini adalah 5 fitur dari faktor cuaca dan 1 target variabel yakni kejadian kekeringan di Kabupaten Majene yang dijelaskan pada tabel berikut:
Tabel 1. Variabel penelitian
	Fitur dan Target Variabel 
	Satuan

	Lama Penyinaran Matahari (X1)
	%

	Kecepatan Angin Rata-rata (X2)
	

	Kelembaban Relatif (X3)
	%

	Temperatur Maksimum (X4)
	˚C

	Temperatur Minimum (X5)
	˚C

	Target Variabel (Y)
	0 atau 1



Adapun definisi operasional dari variabel penelitian yang digunakan Adalah sebagai berikut:
1. Lama Penyinaran Matahari yang menunjukkan variabilitas lama penyinaran matahari dimana hal ini ditinjau dari periode pengamatan dalam hal ini bulanan.
2. Kecepatan Angin yang menunjukkan rata-rata jarak tempuh angin atau pergerakan udara persatuan waktu.
3. Kelembaban Relatif yang menunjukkan banyaknya uap air yang terkandung dalam udara atau atmosfer.
4. Temperatur Maksimum yang menyatakan ukuran dingin atau panasnya keadaan yang paling panas dibandingkan temperatur-temperatur lainnya.
5. Temperatur Minimum yang menyatakan ukuran dingin atau panasnya keadaan yang paling dingin dibandingkan temperatur-temperatur lainnya.
6. Target Variabel adalah kejadian terjadinya kekeringan nilai 1 jika terjadi kekeringan dan nilai 0 jika tidak terjadi kekeringan. Variabel ini diperoleh dengan menggunakan data curah hujan untuk mendapatkan nilai Standard Precipitation Index (SPI). SPI pertama kali diperkenalkan oleh Thomas B. McKee pada tahun 1993 sebagai metode yang sederhana, fleksibel, dan dapat diterapkan pada berbagai skala waktu untuk mengidentifikasi kejadian kekeringan meteorologis (McKee et al., 1993). Nilai SPI yang lebih kecil dari 0 dikategorikan sebagai kejadian kekeringan.
Adapun tahapan analisis data yang dilakukan pada penelitian ini sebagai berikut:
1. Mengumpulkan data cuaca historis yang relevan untuk Kabupaten Majene, mencakup variabel seperti suhu, curah hujan, kelembapan, tekanan udara, dan kecepatan angin, dengan periode waktu tahun 2000 hingga 2024.
2. Melakukan eksporasi dan visualisasi data untuk mengetahui deskripsi data secara menyeluruh.
3. Melakukan pre-processing data (pembersihan data, penanganan data hilang, transformasi data, membuat fitur baru (feature engineering), dan normalisasi dan standarisasi data).
4. Melakukan pemilihan dan pembagian data. Data akan dibagi menjadi 70% data untuk pelatihan dan 30% data untuk pengujian.
5. Pengembangan model dengan Random Forest dan XGBoost.
6. Melakukan evaluasi model.
7. Melakukan penarikan kesimpulan dari hasil analisis yang didapatkan.


4. HASIL DAN PEMBAHASAN
[bookmark: _Hlk209642932]Penelitian ini merupakan pengembangan signifikan dari studi sebelumnya yang cenderung hanya menggunakan satu model machine learning. Kebaruan utama dalam penelitian ini adalah perbandingan kinerja antara dua model ensemble learning terkemuka, yaitu XGBoost dan Random Forest, dalam konteks spesifik prediksi kekeringan di Kabupaten Majene. Penelitian ini akan memberikan wawasan yang mendalam tentang karakteristik model mana yang paling sesuai untuk menangani pola data cuaca lokal yang kompleks khususnya di Kabupaten Majene, Sulawesi Barat.
Tabel 1. Statistik Deskriptif
	Ukuran Statistik
	Y
	X1
	X2
	X3
	X4
	X5

	Mean
	0,163
	6,173
	5,094
	79,717
	31,887
	24,661

	Median
	0
	6,164
	4,705
	80,147
	31,803
	24,705

	SD
	0,370
	1,217
	1,802
	3,238
	0,828
	0,564

	Min
	0
	3,019
	2,767
	70,167
	30,1
	22,677

	Max
	1
	9,540
	13,452
	88,968
	34,171
	26,584



Berdasarkan Tabel 1, terlihat bahwa variabel respon memiliki nilai rata-rata sebesar 0,163 dengan median 0, yang menunjukkan bahwa sebagian besar observasi berada pada kategori 0. Hal ini mengindikasikan adanya kemungkinan ketidakseimbangan kelas (imbalanced data), di mana proporsi nilai 1 relatif lebih kecil dibandingkan nilai 0. Nilai simpangan baku yang relatif kecil (0,370) juga memperkuat bahwa variasi data pada variabel tidak terlalu besar. 
Variabel prediktor hingga  menunjukkan variasi yang cukup beragam. Variabel  memiliki nilai rata-rata paling tinggi (79,717) dengan simpangan baku sebesar 3,238, yang menunjukkan bahwa data pada variabel ini relatif terkonsentrasi di sekitar nilai mean dengan variasi sedang. Sementara itu, variabel memiliki rentang nilai yang cukup lebar (minimum 2,767 hingga maksimum 13,452) serta simpangan baku terbesar (1,802), yang mengindikasikan tingkat keragaman data yang lebih tinggi dibandingkan variabel lainnya.
Variabel dan menunjukkan variasi yang relatif kecil dengan simpangan baku masing-masing sebesar 0,828 dan 0,564, sehingga data pada kedua variabel ini cenderung lebih homogen. Selain itu, perbedaan antara nilai mean dan median pada sebagian besar variabel relatif kecil, yang menunjukkan bahwa distribusi data cenderung simetris dan tidak terlalu dipengaruhi oleh pencilan (outlier).
Secara keseluruhan, hasil statistik deskriptif ini memberikan gambaran awal mengenai karakteristik data yang akan dianalisis lebih lanjut. Adanya indikasi ketidakseimbangan pada variabel respon serta variasi antar variabel prediktor menjadi pertimbangan penting dalam pemilihan metode analisis Random Forest dan XGBoost agar mampu menangani distribusi data yang tidak seimbang dan kompleksitas pola yang ada.

Tabel 2. Hasil Evaluasi Kinerja Model Random Forest dan XGBoost

	Metrik Evaluasi
	Random Forest
	XGBoost

	Accuracy
	0,876
	0,854

	Sensitivity
	0,987
	0,960

	Specificity
	0,286
	0,286

	F1-Score
	0,931
	0,917

	AUC
	0,795
	0,817


Berdasarkan Tabel 2, terlihat adanya perbedaan kinerja antara model Random Forest dan XGBoost dalam mengevaluasi data klasifikasi. Secara umum, Random Forest menunjukkan performa yang lebih baik pada sebagian besar metrik, khususnya pada accuracy, sensitivity, dan F1-score, sedangkan XGBoost unggul pada nilai AUC.
Nilai accuracy Random Forest sebesar 0,876 lebih tinggi dibandingkan XGBoost sebesar 0,854, yang menunjukkan bahwa Random Forest memiliki kemampuan yang lebih baik dalam menghasilkan prediksi yang benar secara keseluruhan. Hal ini juga sejalan dengan nilai F1-score yang lebih tinggi pada Random Forest (0,931) dibandingkan XGBoost (0,917), yang mengindikasikan bahwa Random Forest memiliki keseimbangan yang lebih baik antara precision dan sensitivity dalam mendeteksi kelas positif.
Dari sisi sensitivity (recall), Random Forest memperoleh nilai yang sangat tinggi yaitu 0,987, lebih besar dibandingkan XGBoost sebesar 0,960. Hal ini menunjukkan bahwa Random Forest lebih efektif dalam mengidentifikasi data pada kelas positif, sehingga memiliki risiko kesalahan false negative yang lebih kecil. Kondisi ini sangat penting terutama jika kelas positif merupakan kejadian penting, seperti deteksi kekeringan atau kejadian ekstrem lainnya.
Namun demikian, kedua model menunjukkan nilai specificity yang sama rendahnya, yaitu 0,286. Hal ini mengindikasikan bahwa baik Random Forest maupun XGBoost masih kurang optimal dalam mengidentifikasi kelas negatif, sehingga cenderung menghasilkan false positive yang cukup tinggi. Fenomena ini biasanya terjadi pada data yang tidak seimbang (imbalanced data), di mana model lebih fokus pada kelas mayoritas atau kelas yang lebih dominan dalam proses pelatihan.


Di sisi lain, XGBoost memiliki nilai AUC yang lebih tinggi (0,817) dibandingkan Random Forest (0,795). Hal ini menunjukkan bahwa secara keseluruhan, XGBoost memiliki kemampuan diskriminatif yang lebih baik dalam membedakan antara kelas positif dan negatif pada berbagai threshold. Dengan kata lain, meskipun performa klasifikasi langsung (threshold tertentu) Random Forest lebih baik, XGBoost lebih fleksibel dalam pemisahan kelas jika dilakukan penyesuaian threshold.
Secara keseluruhan, Random Forest lebih unggul dalam performa klasifikasi langsung, terutama dalam mendeteksi kelas positif dan menjaga keseimbangan metrik evaluasi. Sementara itu, XGBoost lebih unggul dalam kemampuan generalisasi dan diskriminasi model, yang tercermin dari nilai AUC yang lebih tinggi.

5. KESIMPULAN
Berdasarkan hasil evaluasi model, dapat disimpulkan bahwa Random Forest merupakan metode yang paling optimal dalam memaksimalkan prediksi kelas positif, yang dalam konteks penelitian ini merepresentasikan kejadian kekeringan di Kabupaten Majene. Hal ini ditunjukkan oleh nilai sensitivity yang sangat tinggi (0,987), yang berarti model mampu mendeteksi hampir seluruh kejadian kekeringan yang sebenarnya terjadi, serta didukung oleh nilai F1-score yang juga lebih tinggi dibandingkan XGBoost.
Dalam studi prediksi kekeringan, kemampuan mendeteksi kelas positif (kekeringan) menjadi sangat krusial karena kesalahan dalam bentuk false negative (kejadian kekeringan yang tidak terdeteksi) dapat berdampak besar terhadap sektor pertanian, ketahanan pangan, dan mitigasi bencana di wilayah seperti Majene. Oleh karena itu, model dengan sensitivity tinggi seperti Random Forest lebih diutamakan dibandingkan model dengan performa diskriminatif yang sedikit lebih baik namun berpotensi melewatkan kejadian penting.
Meskipun XGBoost menunjukkan nilai AUC yang lebih tinggi, yang mengindikasikan kemampuan pemisahan kelas yang lebih baik secara umum, namun dalam implementasi praktis untuk sistem peringatan dini kekeringan, prioritas utama adalah meminimalkan kejadian kekeringan yang tidak terdeteksi. Dengan demikian, Random Forest lebih sesuai digunakan sebagai model prediksi utama dalam penelitian ini.
Namun demikian, rendahnya nilai specificity pada kedua model menunjukkan bahwa masih terdapat kecenderungan model menghasilkan false positive yang cukup tinggi. Meskipun hal ini dapat menyebabkan peringatan berlebih (over-warning), dalam konteks mitigasi bencana kekeringan, kondisi ini masih lebih dapat ditoleransi dibandingkan kegagalan mendeteksi kejadian kekeringan yang sebenarnya.
Secara keseluruhan, dapat ditegaskan bahwa Random Forest memberikan kinerja terbaik dalam mendukung sistem prediksi kekeringan di Majene, khususnya dalam mengidentifikasi kejadian kekeringan secara maksimal, sehingga dapat menjadi dasar yang kuat dalam pengambilan kebijakan mitigasi dan perencanaan sumber daya air di daerah tersebut.
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